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Introducción

Las ventajas de realizar análisis de clasificación de riesgos en el cálculo de primas puras se aceptan ya de manera generalizada, tanto en la práctica como en la bibliografía actuarial. 

Si bien existe literatura especializada en modelos estadísticos (ver, por ejemplo, Esbjörn and Björn, 2004; Hadidi 2003) todavía es muy común tratar este tema  a partir de la discusión entre 2 métodos: el método de prima pura y el de siniestralidad objetivo(1).

Ambos métodos pueden resultar de gran utilidad, para analizar las relatividades entre sub-poblaciones del colectivo asegurable que ya han sido definidas con anterioridad. 

Es decir, el punto de partida de estos métodos es el análisis de los datos de siniestros y expuestos, tomando como punto de partida para el estudio clasificaciones de los asegurados que no surgen del análisis, sino que son inputs del mismo.

Sin embargo, muchas veces no queda claro de dónde surgen estas clasificaciones utilizadas. En algunas ocasiones nacen de la estrategia comercial. Si bien la tarifa final y el tratamiento de los diferentes segmentos del mercado debe ser una decisión con bases técnicas y comerciales, merece una discusión específica investigar si resulta la mejor resolución realizar el análisis técnico de las primas puras atendiendo a esta clasificación, o si es posible hallar una instancia posterior donde resulte posible compatibilizar los resultados técnicos y las estrategias comerciales en la determinación de las tarifas.

En otras oportunidades, las clasificaciones son el resultado del conocimiento “intuitivo” que reemplaza al análisis estadístico de los datos. La experiencia muestra que cuando se utilizan modelos estadísticos, la intuición suele ser una buena aproximación, pero no la mejor clasificación.

La prima pura es el resultado de una estimación de costos promedios basada en una combinación de inferencias estadísticas y juicio profesional. La segmentación de la cartera – por su parte  - es un proceso en el cual intervienen diferentes tomas de decisiones: resultados de estudios técnicos, juicio de los expertos con conocimiento del caso específico y estrategias comerciales. Un buen proceso de tarifación y de segmentación de cartera debe ponderar todas las decisiones conjuntamente.

Este trabajo se centra en el análisis estadístico de datos a través de modelos que permitan lograr, tanto una adecuada clasificación como una buena estimación de las relatividades entre las sub-poblaciones.

Por “adecuada clasificación” se entiende aquella que cumple los siguientes requisitos:

1. Puede ser justificada teórica y empíricamente.

2. Puede ser aplicada. Esto implica que los coeficientes pueden ser estimados y su implementación no representa ninguna práctica inusual.

La definición de “buena estimación” refiere a que el riesgo de error de las estimaciones puede ser medido y se considera aceptable.

En particular, en este trabajo se trata el uso de modelos lineales generalizados, y se muestran sus ventajas (a nivel teórico y mediante un ejemplo) respecto al modelo lineal clásico.

El uso de modelos estadísticos multivariables

1. El uso de modelos

El objetivo del análisis estadístico será encontrar aquellas variables y factores que presentan una asociación con el fenómeno estudiado, identificando patrones de comportamiento que permitan describir sucintamente las variaciones de los datos observados, y que resulta razonable considerar que se mantendrán en un futuro próximo.

El ajuste de un modelo que permita una adecuada clasificación buscará un equilibrio entre lograr una clasificación más detallada  y obtener estimaciones más confiables.

2. Frecuencia y Costo Medio

El fenómeno estudiado es la prima pura de un tipo de siniestros. La prima pura resulta ser el producto de dos variables: frecuencia y costo medio, cada una de las cuales es en sí mismo un fenómeno independiente del otro, y puede variar por diferentes causas. 

En general, se reconoce que la frecuencia es una variable aleatoria que sigue una distribución de Poisson. Aunque debido a cierta variabilidad inter-sujetos el parámetro de la distribución puede en sí mismo ser una variable aleatoria con distribución Gamma, lo que lleva a que la frecuencia siga una distribución Binomial Negativa.

Respecto a la modelización de la frecuencia, se acepta además que los efectos de las variables consideradas son multiplicativos.

El costo medio, por su parte, es una variable aleatoria asimétrica, que en general se ajusta a una distribución Gamma, aunque a veces puede usarse Weibull. Una forma de modelizarla es mediante la transformación recíproca: E(Y) = (0 + i + j)-1, donde Y es el costo medio, y i y j parámetros correspondientes a 2 factores de clasificación. De esta manera, el predictor puede ser interpretado como la tasa a la cual un pago de $1 debe realizarse por siniestro promedio durante una unidad de tiempo fija.
Resulta evidente entonces que la modelización estadística se realizará por separado para la frecuencia y para el costo medio. Una vez estimados los dos modelos, estos son utilizados para el cálculo de la Prima Pura.

3.  Análisis multivariable

Al identificar las distintas variables asociadas a la frecuencia o al costo medio, podría pensarse en comparar el promedio para las diferentes categorías de las variables explicativas y por este medio verificar, mediante las distribuciones marginales aquellas variables relevantes.

Sin embargo, esto es incorrecto por varios motivos.

En primer lugar, no resulta un método adecuado cuando entre las variables independientes existen variables cuantitativas. Si bien esto no es muy común, en aquellos casos en que es posible identificar una relación funcional entre la variable dependiente y la independiente cuantitativa, suele ser muy positiva su inclusión.

Por otro lado, los efectos de cada variable no son independientes, y por lo tanto, la estimación resultaría errónea. Del ejemplo que se presenta al final de este trabajo, se observan las siguientes distribuciones marginales y relatividades:

Frecuencia por sexo


      

Sexo
Frecuencia
Relatividad

 F
7.80%
0.940

M
8.30%
1.000

Frecuencia por región

Región
Frecuencia
Relatividad

R1
6.97%
0.734

R2
9.21%
0.969

R3
9.50%
1.000

Si se quiere estimar la relatividad de los expuestos femeninos de la región 1 respecto a los masculinos de la región 3 (grupos base), sería: 0.94 * 0.734 = 0.689.

Mientras que si se observa la distribución conjunta de ambas variables, considerando como grupo base a masculino - región 3, la relatividad de femenino – región 1 es 6.99 / 9.24 = 0.756.

Frecuencia por sexo y región               

Frecuencia
Sexo

 Región
F
M

R1
6.99%
6.95%

R2
7.48%
10.12%

R3
9.99%
9.24%

Es importante señalar, además, que el análisis univariable resulta espúereo: masculino y femenino, además de diferentes frecuencias, presentan una diferente composición relativa por región. Cuando hay varios factores en el análisis, la diferente distribución interna de las mismas puede distorsionar severamente el análisis, haciendo ver que alguna variable explica más de lo que en realidad ocurre.

El Modelo lineal clásico

Los modelos lineales son una de las herramientas más utilizadas cada vez que se piensa en estudiar la contribución de una o más influencias al comportamiento de una variable. 

En líneas generales, es posible afirmar que los modelos lineales presentan una muy buena performance para identificar asociaciones entre variables. La “linealización” de los fenómenos permite estudiar esta asociación a través de comportamientos promedio, utilizando modelos de sencilla interpretación. 

Poder interpretar y comprender el modelo estimado es una propiedad positiva del análisis estadístico o actuarial, aunque no siempre entre las más valoradas. Existen otras técnicas para generar taxonomías y así clasificar los riesgos. Por ejemplo, en Hadidi 2003 se muestra el uso de árboles de decisión en el análisis de clasificación de riesgos de una cartera de asegurados. Esta técnica – si bien logra el objetivo que tal vez para los mismos datos no sea posible lograr con otras – no permite realizar las generalizaciones del tipo “los expuestos con estas características sufren más siniestros” (por ejemplo, los asegurados de sexo masculino y menores de 25 años suelen chocar más al conducir) que al permitir comprender más los datos, además de posibilitar el uso de ciertas generalizaciones razonables para otras carteras con menos datos, dotan al análisis de robustez y confiabilidad. Resulta arriesgado (y por lo tanto, es necesario contar con mayor cantidad de evidencia estadística) afirmar sin mayores fundamentos que la prima pura de una cobertura A es un 20% mayor en una provincia, 5% menor en otra, y en una tercera provincia no importa el tipo de cobertura.

Dentro de los modelos lineales, los modelos lineales clásicos, o modelo lineal general (que no debe confundirse con los modelo lineales generalizados) suelen ser los más utilizados.

El  modelo lineal clásico (mlc) usualmente es formulado a partir de 4 componentes: 

· Componente aleatorio, denominado Y. Es la variable dependiente del modelo. En el análisis de clasificación de riesgos, será un vector de datos construido a partir de las frecuencias o costos medios observados. 

· Componente independiente, denominado X. Constituido por uno o más vectores de variables que operacionalizan las posibles influencias (identificadas teóricamente) al comportamiento del fenómeno estudiado.

· Componente paramétrico, denominado . Constituido por uno o más vectores de parámetros. Estos valores especifican las relaciones del modelo. 

· Componente de error, denominado . Constituido por un vector de valores aleatorios. En el modelo planteado, este componente es aditivo y se calcula como la diferencia entre los valores de Y observados y los estimados por el modelo

Así, el modelo puede presentarse como Y = X + o yi = x00 + xi11 + xi22+ .... + xipp + i, donde x0 es un vector formado por la constante  1.

1. El componente de error.

De particular importancia en estos modelos es el componente de error, . 

El componente de error representa un conjunto de variables aleatorias: para cada observación yi, el modelo formula la existencia de un i de carácter aleatorio. 

Gran parte de los desarrollos de los mlc se fundamentan sobre ciertos supuestos acerca del comportamiento estadístico del componente . 

En primer lugar se asume que E(i) = 0. A su vez, se acepta que VAR(ipara todos los valores de i. Este es uno de los supuestos más fuertes del modelo, ya que en muchos casos, existen a priori razones teóricas para suponer que existe cierta relación entre la varianza, o la dispersión del error y las observaciones.

Asimismo, se acepta que E(ij) = 0 para i 
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Por último, se acepta que cada i sigue una distribución Normal. Si es interpretado como el efecto neto de un número grande de variables que explican el comportamiento de Y pero que no fueron incluidas en el modelo, este supuesto puede justificarse a través del Teorema Central del Límite, que establece que la distribución de la suma de una cantidad grande variables aleatorias independientes tiende a seguir una distribución Normal. Y en consecuencia, el valor medio  de esas variables aleatorias también tenderá hacia una distribución Normal. Luego, si se acepta que  es el valor medio de las “muchas” variables aleatorias no incluidas en el modelo, se justifica la aplicación del Teorema Central del Límite y se valida el supuesto de distribución Normal. Sin embargo, esto es muy difícil de juzgar teóricamente, y resulta conveniente en cada caso analizar la distribución empírica (lo que por otro lado, tampoco es contundente: dado que los valores provienen de una muestra, es imposible aseverar que la distribución empírica no se deba al error aleatorio). Aceptar la distribución Normal de  implica aceptar también que la distribución de cada  Yi condicional a X (Y/X), es también Normal. 

Dado que estos supuestos se aceptan para todas las observaciones se define a  como un vector esférico y Normal con valor esperado, E(= 0 y E(’) = 2I.

2. La linealidad en el modelo lineal clásico

El término “lineal” incluido en el título, puede hacer referencia a 2 situaciones:

a) Linealidad en las variables, en la cual el componente Y se representa como una función lineal de X.

b) Linealidad en los parámetros, donde Y es una función lineal de los parámetros .

Los mlc hacen referencia a la linealidad en los dos sentidos.

La formulación matemática del modelo implica linealidad en los parámetros: Y = X + . Para una observación particular “i”, yi = 0 + xi11 + xi22+ .... + xipp + i. Es decir, se expresa la variable Y como una combinación lineal entre el componente independiente y el paramétrico a la que se suma el componente aleatorio.

Respecto a la linealidad en las variables, si bien podrían plantearse modelos que no respeten este punto, los mismos tienen ciertas limitaciones.

Por ejemplo, se puede formular y = 0 + x11 + 
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2. Sin embargo, no puede generalizarse el uso de esta formulación. Pues para rangos pequeños de valores observados de X, x2 es aproximadamente una función lineal de x, por lo que este modelo no será estimable debido a los problemas de multicolinealidad.

Otros modelos no lineales, enmarcados en los mlc, se obtienen a partir de la transformación del componente Y. Un caso muy común el es tratar con variables asimétricas. En este caso, la transformación y* = ln(Y) (donde ln representa el logaritmo natural) permite obtener una variable simétrica. En este caso, el modelo sería y = 0x1, que puede rescribirse como        ln(y) = ln(0) + ln(x)1. Esta última expresión puede formularse como el modelo lineal              y* = 0* +X1* + *. Para poder trabajar este modelo bajo los mlc, es necesario realizar un supuesto especial sobre el componente : ahora se trata de un error multiplicativo y no aditivo. Los mlc asumen que el valor esperado de  es igual a cero, E() = 0 y con momento segundo constante, E(2) = 2. En el caso particular de la transformación que se analiza, y* = ln(y), los supuestos se vuelven más difícil de justificar: para que la distribución de  sea N(0;2), es necesario que  siga una distribución LogNormal(
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). Como último comentario sobre este tipo de transformaciones que permite considerar bajo los mlc cierta no-linealidad, se señalan las propiedades BLUE de los estimadores: 
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 estimado por mínimos cuadrados, es el mejor estimador insesgado de ln(0) dentro de la clase de funciones lineales de ln(y); sin embargo, 
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 no es el estimador BLUE de 0.

El Modelo lineal generalizado

Los glm son una extensión de los tradicionales mlc que permiten a la media de una población depender de un predictor lineal a través de una función de enlace no necesariamente lineal y permiten que la variable dependiente siga cualquier distribución perteneciente a la familia exponencial.

A diferencia de los mlc, formulados a partir de 4 componentes, los glm se conforman a partir de los siguientes 3:

· Componente aleatorio. Consiste en la variable dependiente. Se especifica que debe seguir una distribución de la familia exponencial. 

· Componente sistemático. Este componente especifica las variables explicativas. En un glm el valor esperado del componente aleatorio varía acorde a una combinación lineal de variables explicativas.

· Función de enlace o Link. Especifica cómo se relaciona el valor esperado del componente aleatorio con el componente lineal.

Así, si se denomina Y al componente aleatorio y  a su valor esperado, X al conjunto de variables explicativas del componente sistemático y  a sus coeficientes multiplicativos (de manera que X =  es el predictor lineal) y g a la función de enlace, puede presentarse el modelo como: g() = 

El primer contraste importante es la ausencia del componente de error en la formulación del modelo, ya que este (el error) está incluido en la distribución aleatoria de  Y.

1. La distribución aleatoria del componente Y

Para analizar los datos con estos modelos, debe poder asumirse razonablemente que las observaciones son independientes entre sí, o al menos que no están correlacionadas. Asimismo, cada componente de Y sigue una distribución que pertenece a la familia exponencial. Es decir, 
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Bajo esta formulación,  es un parámetro de dispersión o de forma. La media E(Y) es sólo función de  y por lo tanto este es el parámetro de interés. En general,  es tratado como un parámetro nuisance (las inferencias se hacen bajo un valor asumido de , y si es necesario estimar este parámetro, primero se realiza esta estimación y luego se lo toma como un valor fijo). Cuando  es conocido, se habla de una familia exponencial con parámetro canónico o natural . 

Para esta familia de funciones,  = E(Y) = b´() y Var(Y) = a()b´´() (los apóstrofes indican el orden de la derivada).

Esta familia incluye distribuciones simétricas, asimétricas, discretas y continuas, tales como la distribución Normal, Binomial,  y Gamma.

Por ejemplo, para Y ~ P () (distribución Poisson)
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. Por lo tanto,  = ln(), b() = e=1, a()=1 y c(y,.

2. La función de enlace o link

Al formular el modelo, se plantea la igualdad entre un predictor lineal () y una función del valor esperado de un dato yi, i. Esta función, llamada g, puede ser cualquier función continua, monótona y diferenciable.

Al formular  xi = i = g(i) – dadas las propiedades de g – se puede obtener 

i = g-1(i) = g-1(xi).
En los mlc, E(Yi) y el predictor lineal son idénticos. Esta identidad es posible al considerar que ambos componentes pueden tomar cualquier valor del universo de los números reales. Sin embargo, para modelos donde, por ejmplo, Y sigue una distribución de Poisson, debe obtenerse E(Yi) > 0.

La función link utilizada debe entonces permitir obtener un resultado en el dominio especificado al aplicarla sobre .

3. Estimación de parámetros

En los glm, los parámetros  son estimados a través de un proceso de mínimos cuadrados ponderados iterados. 

El proceso comienza con una estimación máximo-verosímil. El log-likelihood para una observación es 
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Se busca resolver l’() = 0. En general, este es un sistema no lineal. Para resolver este sistema de ecuaciones, se utiliza el algoritmo de Newton-Raphson aproximando la ecuación linealmente en la vecindad de un punto (t). Usando la expansión de Taylor de primer orden se observa que l’() 
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 l’((t)) + ((t)) l’’((t)) (el supraíndice t se refiere al orden de iteración). Luego,  = (t) - l’((t))-1 l’’((t)).

Para resolver 
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 se aplica la regla de la cadena, 
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Las ecuaciones de máxima verosimilitud quedan  
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. (Se demuestra que utilizando el link canónico, Var(Yi) =  
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Observando ahora la segunda derivada, l’’() = 
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Aquí se puede aplicar el método de Fisher-Scoring, que propone utilizar en lugar de 
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 su valor esperado, 
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, con el fin de obtener resultados más estables. De este modo, 
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 . Cuando se usa el link canónico, esta expresión se reduce a 
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. Asimismo, en estas situaciones, 
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 con lo cual es indistinto utilizar Fisher Scoring. 

Si llamamos W a la matriz diagonal: 
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, se puede expresar de manera matricial (t+1) =  (t) + (X’WX)-1X’Var(Y)-1
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Es decir, en cada iteración se actualiza z (la variable de trabajo) y las ponderaciones W y se hace una  regresión de mínimos cuadrados ponderados iterados.

3.1 Estimación Ponderada

Estos algoritmos de iteración permiten además la estimación ponderada de parámetros. La función 
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 (donde wi son los pesos de cada observación conocidos a priori) es usada para computar el likelihood y las matrices W. De esta forma, para el cálculo de frecuencias, es posible ponderar el estudio según la cantidad de expuestos que da origen a cada observación; y lo mismo con la cantidad de siniestros en el estudio del costo medio.

4. glm para datos de conteo. Regresiones Poisson

En el análisis de la frecuencia, se estudia el comportamiento de la cantidad de siniestros. Se trata de datos de conteo: la cantidad de ocurrencias en un contexto donde el límite superior (la cantidad de unidades expuestas) no es conocido. Se trata de modelos para datos de conteo basados en datos cross-sectional (clasificados simultáneamente según la categoría de 2 o más variables de clasificación a la que corresponda la observación). Estos modelos, llevan naturalmente a efectos multiplicativos. 
Los glm permiten asignar a Y la distribución Poisson y utilizar la función link Log, que toma los efectos de manera multiplicativa: los efectos aditivos en  contribuyen de manera multiplicativa en , que es necesariamente positiva.

Así, la formulación utilizando distribución Poisson y link Log (que corresponde al canónico), es ln(i) = i, de donde se deduce que i = ex’,con lo cual se cumplen las condiciones de efectos multiplicativos y valores de i mayores a cero.
5.  La función de varianza

A diferencia de los mlc, los glm no exigen igual varianza para todos los valores de i. En cambio, sólo asumen que la varianza de Y es función de su valor esperado. Requieren, además, que sea conocido el modo en que la varianza depende de . Se habla entonces de una función de varianza, o V() que especifica en forma funcional, y para cada modelo, el modo en que la varianza de Y se relaciona con su valor esperado.

Al formular la distribución de Y en términos de su pertenencia a la familia exponencial, puede demostrarse (a partir del cálculo de sus momentos) que Var(Y) = a()b´´(). Es decir, es el producto de 2 funciones: b´´() y a(). La primera, depende de, el parámetro canónico, y es la que se conoce como V(). La segunda, a(), suele ser de la forma 
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, donde  es el parámetro de dispersión, constante para todas las observaciones, y w es una ponderación conocida a priori y que varía entre las observaciones. 

Así, al especificar la función de distribución de Y, se está asumiendo una función de varianza, V().

6. Bondad de ajuste

Para analizar el ajuste de un modelo a los datos estudiados, puede pensarse - conceptualmente – en los dos casos extremos. Por un lado, es posible atribuir toda la variabilidad de los datos al componente aleatorio, y trabajar con un modelo compuesto por un solo parámetro, un valor de  (el valor medio) para todas las observaciones yi. En el otro extremo, desarrollar un modelo con tantos parámetros como observaciones, atribuyendo toda la variabilidad al componente sistemático. 

El primer caso, es lo que se conoce como modelo nulo (null model), el cual en la práctica no resulta útil por ser demasiado sencillo. El segundo caso, es conocido como modelo completo (full model) y tampoco resulta de utilidad ya que no logra sintetizar nada de información.

El modelo completo es utilizado como una base para obtener una medida de discrepancia para un modelo intermedio con una cantidad de parámetros menor.
Una de las medidas utilizadas es la deviance, que se calcula a partir de evaluar la función máximo verosímil (maximum likelihood) para el modelo completo y para el modelo analizado. 

Si llamamos l(
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, y) al log-likelihood del modelo que se analiza, maximizado respecto a para un valor fijo de ; y l(y, y) al log-likelihood del modelo completo, entonces se puede definir la deviance como D(
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. Suele utilizarse como medida la deviance, o la scaled Deviance, definida como D*(
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Otra importante medida de discrepancia es el Chi Cuadrado de Pearson generalizado. Este estadístico tiene la forma: 
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Entre estos estadísticos, D tiene la ventaja de ser aditivo para modelos anidados o jerárquicos. Ambos estadísticos tienen una distribución 
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 sólo para modelos con función de enlace identidad y Y con distribución normal. En el resto de los casos, si bien se pueden obtener resultados asintóticos (la distribución del estadístico tiende a 
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 cuando la cantidad de observaciones tiende a infinito), en general no resultan satisfactorios. 

Es decir, ninguno es un estadístico satisfactorio para testear la bondad del modelo, salvo para los casos en que pueden aplicarse los mlc. 

Sin embargo, se puede demostrar que la diferencia entre dos deviance correspondientes a modelos anidados sí sigue una distribución 
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. De esta manera, no sólo es posible comparar 2 modelos, sino que tomando como base el modelo nulo, es posible obtener una medida estadística de la mejora producida en el ajuste mediante el modelo. 

Es decir, dado un modelo con el componente sistemático compuesto por una variable X, si bien es difícil obtener una medida de probabilidad para D(
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) es la deviance obtenida para el modelo ajustado -, sí es posible testear la hipótesis H0: D(
[image: image39.wmf]m

ˆ,y

N

) - D(
[image: image40.wmf]m

ˆ,y

X

) = 0 versus Ha: D(
[image: image41.wmf]m

ˆ,y

N

) - D(
[image: image42.wmf]m

ˆ,y

X

)
[image: image43.wmf]¹
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) es la deviance obtenida para el modelo nulo.

7. Sobre-dispersión y Funciones Quasi-Likelihood

Un fenómeno que puede ocurrir al analizar datos con modelos paramétricos, es que la varianza del componente Y sea diferente a la varianza nominal propia de la función de distribución especificada para este componente. Este fenómeno puede originarse de muchas maneras. Uno de los mecanismos más comunes, es el agrupamiento (clustering) en la población, por ejemplo, en el estudio de la fecuencua, debido a una variación inter-sujeto al agrupar las cantidades de siniestros por cada combinación de factores. En este caso, se puede asumir que la varianza es proporcional al valor esperado: Var(Yi) = 2E(Yi).

Esto da lugar al concepto de sobre-dispersión (SD), el que hace referencia a que la varianza de Y excede a la varianza nominal del componente aleatorio(2).

Para poder estimar los coeficientes se asume que Y es un vector de variables independientes, con un vector de medias , y matriz de covarianzas V, donde Ves una matriz de funciones conocidas y puede ser desconocido y se asume constante e independiente de  (se entiende que este supuesto resulta bastante lógico ya que es difícil hallar mecanismos físicos por los cuales dependa de ), resulta posible formar la función Q(y), que es el log quasi-likelihood para  basado en el vector de datos Y.

Diferenciando estas funciones Q – en lugar del log likelihood – se realizan los proceso iterativos de optimización y es posible estimar 

Por último, resulta necesario estimar  para conocer la varianza de Y. Este parámetro puede estimarse a través del estimador de momentos: 
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 es el estadísitico Chi Cuadrado de Pearson generalizado.

El procedimiento completo entonces tiene que ver con ajustar el modelo, analizar la presencia de SD. En este caso, estimar el coeficiente  
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y volver a realizar las estimaciones utilizando las funciones quasi-likelihood.
Un ejemplo

En la siguiente sección se ilustran los conceptos desarrollados a partir de un ejemplo.

Con este fin, mediante algoritmos pseudo-aleatorios se simuló el comportamiento de una cartera.

El ejercicio se desarrolla solamente para el análisis de la frecuencia. O, dicho de otra manera, se asume costo medio constante para todas las unidades expuestas.

1. La cartera analizada

La cartera está compuesta por 11000 unidades expuestas.  Se informa la cantidad de siniestros sufridos por cada una en el período estudiado.

Además, se cuenta con la información de las siguientes variables, que se cree están asociadas a la probabilidad de sufrir un siniestro:

· Edad: es una variable métrica, toma valores entre 21 y 75 inclusive

· Sexo: 2 categorías, Femenino y Masculino

· Antigüedad: recogida en escala ordinal, tiene 4 categorías (A1, A2, A3 y A4). A1 es la menos antigua y A4 la más antigua.

· Región: 3 categorías que indican la región donde está radicado el riesgo

· Clase:  5 categorías correspondientes a una clasificación de las unidades

La siguientes tablas resumen las características de la muestra:

   Tabla 1: Total de Siniestros

Total de Expuestos
Total de Siniestros

10.146
0

812
1

41
2

1
3

Total: 11.000
Total: 897

               



Frecuencia promedio: 8,2%

Tabla 2: Expuestos y Siniestros por Edad

Edad
Expuestos
Siniestros
Frecuencia

21
188
5
2.7%

22
205
12
5.9%

23
204
8
3.9%

24
194
12
6.2%

25
188
10
5.3%

26
209
9
4.3%

27
210
10
4.8%

28
206
8
3.9%

29
205
10
4.9%

30
206
8
3.9%

31
174
8
4.6%

32
187
9
4.8%

33
186
10
5.4%

34
190
9
4.7%

35
180
8
4.4%

36
199
14
7.0%

37
230
16
7.0%

38
208
8
3.8%

39
218
12
5.5%

40
198
8
4.0%

41
193
13
6.7%

42
175
15
8.6%

43
201
18
9.0%

44
206
16
7.8%

45
165
7
4.2%

46
203
9
4.4%

47
214
16
7.5%

48
218
20
9.2%

49
205
18
8.8%

50
200
17
8.5%

51
186
16
8.6%

52
205
13
6.3%

53
202
15
7.4%

54
191
23
12.0%

55
213
34
16.0%

56
205
19
9.3%

57
186
17
9.1%

58
168
20
11.9%

59
217
22
10.1%

60
213
23
10.8%

61
191
17
8.9%

62
215
21
9.8%

63
196
22
11.2%

64
204
13
6.4%

65
205
26
12.7%

66
192
14
7.3%

67
221
22
10.0%

68
208
12
5.8%

69
200
23
11.5%

70
199
26
13.1%

71
204
30
14.7%

72
196
24
12.2%

73
209
32
15.3%

74
217
36
16.6%

75
192
34
17.7%





Edad promedio: 48,16

Tabla 3: Expuestos y Siniestros por Sexo

Sexo
Expuestos
Siniestros
Frecuencia

F
3840
301
7.8%

M
7160
596
8.3%

Tabla 4: Expuestos y Siniestros por Antigüedad

Antigüedad
Expuestos
Siniestros
Frecuencia

A1
3293
301
9.1%

A2
2229
195
8.7%

A3
3238
228
7.0%

A4
2240
173
7.7%

Tabla 5: Expuestos y Siniestros por Región

Región
Expuestos
Siniestros
Frecuencia

R1
5513
384
6.97%

R2
2770
255
9.21%

R3
2717
258
9.50%

Tabla 6: Expuestos y Siniestros por Clase

Clase
Expuestos
Siniestros
Frecuencia

C1
3311
288
8.70%

C2
3872
301
7.77%

C3
2156
170
7.88%

C4
1099
80
7.28%

C5
562
58
10.32%

2. Formulación

Como se explicara en el punto 2.2, en principio se acepta que la frecuencia de ocurrencia de siniestros sigue una distribución de Poisson.

Si bien este punto no se testeará explícitamente, sí se verificará el ajuste global del modelo (que es una prueba indirecta) y la presencia de SD, que indicaría que la varianza de los datos no se corresponde con la varianza nominal (que en el caso de la distribución de Poisson implica que la varianza es igual al valor esperado).

La variable dependiente del modelo, Y, es la cantidad de siniestros. El total de unidades expuestas a riesgo, se incluye como offset, se decir, una variable cuyo coeficiente de regresión es conocido e igual a 1.

Para un modelo con función de enlace Log, y distribución de Poisson, la formulación es

 i = eln(expuestos)+x’, donde  es el valor esperado de la cantidad de siniestros.
Luego, 
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Así formulado, el modelo arrojará las relatividades en función de un asegurado de Sexo masculino, Antigüedad 1, Región 1y Clase 5. Nótese que para este grupo base, todas las variables del predictor, a excepción de Edad, toman valor 0. Luego, la cantidad de siniestros esperada resulta: 
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. Y, por ejemplo, para un expuesto de sexo masculino, Antigüedad 3, Región 1 y Clase 5, la cantidad esperada de siniestros resulta: 


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El cociente entre ambas estimaciones es igual a  
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 representa la relatividad de Antigüedad 3 respecto a la categoría base.

Se resalta en esta formulación que a priori – tanto a nivel teórico como en los análisis exploratorios previos - no se encontraron motivos para esperar comportamiento diferencial entre diferentes variables. Por lo tanto, en principio, se trabajará sin interacciones.

3. Estimación del modelo

Una vez formulado el modelo, el paso siguiente es realizar las estimaciones con los datos disponibles. 

En caso de que el modelo en líneas generales ajuste bien, el paso siguiente consiste en ajustar diferentes modelos, chequeando, probando y comparando resultados, de manera de hallar el mejor modelo estimado, considerando tanto el ajuste como el principio de parsimonia, y el nivel de detalle deseado en el análisis de clasificación. 

El ajuste del modelo parece en líneas generales bueno.

En la tabla 7 se muestra el análisis de deviance del primer modelo, y el cociente entre el estadístico Pearson 2 y los grados de libertad (DF). Este cociente es la estimación del coeficiente de sobre-dispersión (SD). No hay evidencia para afirmar que exista SD. Luego - hasta ahora – no sería necesario considerar la hipótesis de distribución binomial negativa y se continúa el análisis bajo el supuesto de distribución Poisson.

Tabla 7.  Análisis de Deviance
Fuente
Deviance
DF
Pr
Pearson Chi / DF

Modelo
155.29
11
< 0.0001
1,00

Error
4461.81
10988



Total
4617.1
10999



La tabla 8 muestra la significatividad de cada efecto. Para ello se ha utilizado un modelo tipo III. Estos modelos testean los efectos parciales de cada factor, es decir, su significatividad considerando el resto de los efectos incluidos en el modelo.

Tabla 8.  Test de efectos 
Typr III - LR Test

Fuente
DF
Pr Chi

Edad
1
< 0,0001

Sexo
1
0,3983

Antigüedad
3
0,0110

Región
2
< 0,0001

Clase
4
0,2109

El estudio de esta tabla sugiere analizar si conviene excluir del estudio las variables Sexo y / o Clase. 

El gráfico 1 mapea los residuos estandarizados contra los valores estimados por el modelo. Si bien se observa en general un buen ajuste (no hay ningún patrón importante, sólo una muy leve tendencia que es aceptable; los residuos están en general acotados), se observa un valor alto y alejado del resto.

Gráfico 1. Residuos St vs Estimados 
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 Observando los datos, se corresponde con un expuesto que ha sufrido 3 siniestros – el único de la cartera. Se considera que se trata de un Outlier y este caso es excluido del análisis.

3.1 Modelo I bis

Se vuelve a estimar el mismo modelo, excluyendo del análisis al caso identificado como Outlier.
Tabla 9.  Análisis de Deviance
Fuente
Deviance
DF
Pr
Pearson Chi / DF

Modelo
153.88
11
< 0.0001
1,00

Error
4447.41
10987



Total
4601.29
10998



Tabla 10.  Test de efectos 
Typr III - LR Test

Fuente
DF
Pr Chi

Edad
1
< 0,0001

Sexo
1
0,4413

Antigüedad
3
0,0131

Región
2
0,0001

Clase
4
0,1875

Gráfico 2. Residuos St vs Estimados 
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El ajuste ahora parece satisfactorio. Sin embargo, 2 análisis quedan por realizar.  En primer lugar, estudiar los efectos Sexo y Clase, que en la tabla 10 muestran ser no significativos. En segundo, si bien la tendencia observada en el gráfico resulta aceptable, investigar si el modelo no ajustaría mejor introduciendo algún efecto de interacción.

La tabla 11 muestra los coeficientes estimados, sus errores estándar y sus valores de significatividad.

Tabla 11.  Estimaciones
Variable
Categoría
Estim
S.E
Pr Chi

0
 
-3.0576
0.1896
<0.0001

Edad
 
0.0234
0.0022
<0.0001

Sexo
F
-0.0544
0.0708
0.4426

 
M
0
-
-

Antigüedad
A1
0
-
-

 
A2
-0.0637
0.0924
0.4905

 
A3
-0.2712
0.0878
0.0020

 
A4
-0.1747
0.0954
0.0671

Región
R1
0
-
-

 
R2
0.2683
0.0811
0.0009

 
R3
0.3025
0.0805
0.0002

Clase
C1
-0.1321
0.1440
0.3589

 
C2
-0.2658
0.1436
0.0641

 
C3
-0.2428
0.1521
0.1104

 
C4
-0.3165
0.1725
0.0666

 
C5
0
-
-

3.1.1 Inclusión de la variable sexo 

El coeficiente beta estimado para sexo femenino es cercano a cero, lo que explica que si bien su error estándar es similar al de otros coeficientes, este resulte no de significativo.

El error estándar si bien en términos relativos (coeficiente de variación) es elevado, se mantiene en un nivel aceptable.

Al ajustar el modelo sin incluir la variable sexo los resultados son bastante similares: tanto las estimaciones de los coeficientes beta y sus errores estándar, como la deviance y el gráfico de residuos estandarizados. Esto indica que si bien el ajuste no mejora, tampoco se agrava.

Por lo tanto, si bien la evidencia sobre el efecto de esta variable no es contundente, se decide dejar ambas en el estudio. Se acepta que la frecuencia para sexo femenino es del e-0.0544 = 94.7% de la de sexo masculino. 

De esta manera, ya que la evidencia en contra de la inclusión de esta variable no fue tan fuerte, se ha priorizado una segmentación más específica, a costa de aceptar que las relatividades para los grupos originados por estas variables presenten mayor volatilidad (es decir, más riesgo.)

3.1.2 Exclusión de la variable clase 

Al igual que en el caso de Sexo, los resultados del modelo, en términos de estimaciones y análisis de residuos no se modifican sustancialmente al excluir la variable Clase.

Sin embargo, el error estándar de los coeficientes beta estimados para estas categorías resultó bastante elevado. Así, el riesgo de segmentar también por esta variable resulta elevado.

Una opción es intentar fusionar categorías y estudiar si esto reduce el error. Luego de algunos ensayos, se ha decidido excluir la variable del análisis y no segmentar el cálculo de la frecuencia por Clase.

La tabla 12 muestra los coeficientes estimados con este modelo.

Tabla 12.  Estimaciones
Variable
Categoría
Estim
S.E
Pr Chi

0
 
-3.7174
0.1896
<0.0001

Edad
 
0.0234
0.0022
<0.0001

Sexo
F
-0.0568
0.0708
0.4426

 
M
0
-
-

Antigüedad
A1
0
-
-

 
A2
-0.0646
0.0924
0.4905

 
A3
-0.2694
0.0878
0.0020

 
A4
-0.1733
0.0954
0.0671

Región
R1
0
-
-

 
R2
0.2704
0.0811
0.0009

 
R3
0.3028
0.0805
0.0002

3.1.2 Interacciones

La inclusión de interacciones no ha mejorado el ajuste general del modelo. Asimismo, el gráfico de residuos y estimaciones ha mantenido la misma forma(3). 

3.2 El modelo estimado

La tabla 12 presenta los coeficientes estimados del modelo. El mismo también puede ser 

estimado en términos de relatividades por variable. 

  Tabla 13: Relatividades por Sexo

Sexo
Relatividad

F
94.5%

M (base)
100%

  Tabla 14: Relatividades por Antigüedad

Antigüedad
Relatividad

A1 (base)
100%

A2
93.7%

A3
76.4%

A4
84.1%

  Tabla 15: Relatividades por Región

Región
Relatividad

R1 (base)
100%

R2
131.0%

R3
135.4%

Estas relatividades se aplican sobre una frecuencia base igual a e-3.7174+0.0234*Edad.

4. Uso de modelo lineal clásico

Al realizar este estudio, muchas veces surge la pregunta acerca de la necesidad de utilizar modelos lineales generalizados, sobre todo entre aquellos familiarizados con las técnicas estadísticas propias del modelo lineal clásico.

El primer paso para realizar esta modelización mediante mlc, consistiría en realizar una transformación logarítmica, que permita trabajar con efectos aditivos. Aún aceptando trabajar con las desventajas descriptas en la Sección 3.2, aquí se encuentra la primera dificultad: aquellos expuestos que no hayan sufrido siniestros, no podrán ser considerados en el análisis. Se puede intentar reducir el impacto de esto, trabajando con los datos agrupados.

Así y todo, la cartera analizada, al ser relativamente pequeña, tiene la particularidad de presentar, aún de forma agrupada, muchas casos sin siniestros. Estos casos (expuestos o agrupamiento de expuestos) con frecuencia observada igual a cero, no pueden ser incluidos en el modelo si se aplica la transformación logarítmica para lograr efectos multiplicativos.

De esta manera, debe evaluarse trabajar con efectos aditivos o buscar una manera de ajustar los resultados del modelo, que estarán sobre valuados al no considerar los casos de que no han sufrido siniestros.

Es decir, para este ejemplo – que no presenta nada extraordinario – el modelo lineal clásico no resulta satisfactorio.

COMENTARIOS FINALES

Se han expuesto las bondades de los modelos lineales y de los glm en particular para el análisis de clasificación de riesgos en un proceso de tarifación.

Las bondades de los modelos lineales tiene que ver con su sencilla interpretación, lo que dota al modelo de una gran consistencia. Las generalizaciones introducidas por los glm respecto a los clm resultan relevantes tanto para el análisis de frecuencia (datos de conteo) como de costos medio (variable asimétrica).  A partir de un ejemplo se mostró un caso en que las extensiones introducidas por los glm permitieron estimar el modelo. Asimismo, se vio la sencilla interpretación de los coeficientes y por lo tanto del modelo estimado. 

El mercado asegurador resulta un espacio donde tanto sub-valuar como sobre-valuar el costo de las primas puras puede resultar en severos perjuicios para la propiedad del colectivo asegurado. La misma definición de contingencia, concepto que resulta central en la justificación de la actividad aseguradora, indica que aún las mejores estimaciones no son predicciones del futuro. En este escenario, no sólo la competencia que se desarrolla en un mercado global, sino los más elementales valores éticos obligan a investigar y utilizar las mejores herramientas disponibles. “It does work” seguramente era una buena demostración con las herramientas disponibles hace medio siglo, pero hoy disponemos de nuevas herramientas, tanto a nivel conceptual como de implementación a través de paquetes estadísticos, que deben ser utilizadas en la práctica profesional.
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(1) Ver, por ejemplo, Brown, 2004. 


(2) La situación de sub-dispersión, cuando la varianza de Y es menor a la varianza nominal, está igualmente contemplada en esta situación denominada sobre-dispersión.


(3) Los resultados se omiten aquí por motivos de espacio
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